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Resumen

En este articulo se propone el disefio y programacion en Matlab de los algoritmos de aprendizaje de Retropropagacion:
Gradiente Conjugado, Quasi-Newton DFP (Davidon, Fletcher y Powell) y BFGS (Broyden, Fletcher, Goldfard y Shanno) ,
con restricciones de no negatividad, con la finalidad de estimar pesos de una red neuronal de tres capas, tipo “caja gris”,
correspondiente a la ecuacion de balance de un proceso de titulacion de dcidos y bases. La entrada es el pH de la mezcla, la
salida (r) es la razon entre el flujo del reagente (titulante) y el del influente (titulado), mientras que los pesos a estimar son
las concentraciones de las sustancias presentes en el influente; debido a esto iiltimo es precisamente que los pesos no pueden
ser negativos. El conjunto de datos (pH,r), son generados computacionalmente. Los algoritmos mencionados se comparan
entre si y también con la funcion predefinida de Matlab lsqnonneg. Los resultados obtenidos muestran que lsqnonneg es el
mads rdpido en la estimacion de los referidos pesos o pardmetros. En cuanto a la calidad en la precision, se puede decir que
los algoritmos propuestos toman mayor preponderancia respecto a lsqnonneg a medida que algunas caracteristicas de los
datos suministrados tienden a ser mds complejas, tales como escasa muestra de datos para el entrenamiento o alta presencia
de ruido.

Palabras clave: Red neuronal artificial, caja gris, estimacién de parametros, Retropropagacién con restricciones , curva de
titulacion.

Abstract

This article describes the development and Matlab programming of auto-learning backpropagation algorithms: Conjugate
Gradient, Quasi-Newton DFP (Davidon, Fletcher and Powell) and BFGS (Broyden, Fletcher, Goldfarb and Shanno), with
non-negativity constraints, in order to estimate weights in a "gray box" three-layer neural network describing the balance
equation for a acid-base titration process. The input is pH, the output (r) is the ratio of the reagent flow (titrant or titrator)
and influent flow (analyte or titrand), while weights represent concentration of the substances in the influent estimates;
because of this last is precisely that the weights can not be negative. The dataset (pH,r) are generated computationally.
The aforementioned algorithms are compared with each other and with lsqnonneg a predefined function in Matlab. The
results show that lsqnonneg is faster in parameter estimation. As for accuracy, it can be said that the proposed algorithms
take on a greater preponderance with respect to lsqnonneg as some characteristics of the supplied data tend to be more
complex, such as few data samples for training or high presence of noise.

Key words: Artificial neural network, gray box, parameter estimation, constrained Backpropagation, titration curve.
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1 Introducciéon

Los algoritmos de aprendizaje de Retropropagacién que
comprenden, segtin (Hudson y col., 2013), a cualquier méto-
do de aprendizaje supervisado que se base en el célculo del
vector gradiente o de la matriz jacobiana, y por tanto en el
calculo de la matriz hessiana, son en esencia métodos de
optimizacién. Estos algoritmos, que tienen como principio
de funcionamiento el aprendizaje de la funcién subyacente
a una serie de datos dados (ejemplos de entrenamiento), son
disefiados e implementados en esta investigacion para estimar
los parametros desconocidos de dichas funciones, bajo la
restriccion de que éstos sean necesariamente no negativos.

La Red Neuronal Artificial (RNA) propuesta bajo este
tipo de algoritmos de aprendizaje, surge de la necesidad
de determinar completamente el modelo matemadtico (con
todos sus pardmetros) que describe un proceso de mezcla de
dcidos y bases, necesario para implementar en la prictica el
control del pH de un fluido principal, denominado influente,
agregindole a éste otro fluido de naturaleza distinta, general-
mente de menor flujo y de mayor concentracién, denominado
reagente, tal como se muestra en la siguiente figura:

. Reagente -
N N
(w) (M)
N S
Influente Efluente
> 0 TN - »
> 4 K »

Mezclador Estatico

Fig. 1. Arreglo “En linea” (Extraida de (Rodriguez, 1999))

Para estimar a partir de la mencionada RNA los para-
metros desconocidos de una funcién determinada, se procura
que la estructura de dicha red represente esencialmente a la
ecuacion del proceso fisico involucrado, bajo una concepciéon
fenomenoldégica conocida como ‘“caja gris”, en alusién a
su funcionamiento mixto, donde se cuenta con el modelo
matemdtico del proceso (“caja blanca”), pero cuyos para-
metros deben ser determinados a partir de patrones de en-
trenamiento basados en entradas y salidas a la RNA (“caja
negra”). Bajo este enfoque, en (Cruz y col., 2011) se obtienen
buenos resultados en comparacién con modelos neuronales
convencionales (tipo “caja negra”), debido al aprovechamien-
to del conocimiento a priori del modelo matemético; mientras
que en (Xiong y col., 2001) se resalta la mayor rapidez de
convergencia de este tipo de metodologia.

En esta investigacién se cuenta con la ecuacién de ba-
lance de un proceso de titulacién de 4cidos y bases, extraida
de (Rodriguez 1999), cuya representacion grafica se conoce
como curva de titulacién (aunque en adelante a la ecuaciéon
de balance también se le denominara curva de titulacidn),
procurandose que la estructura de la red represente la curva

de titulacién, fundamentalmente la parte de dicha ecuacion
dependiente de pardmetros desconocidos, aprovechando la
similitud matemadtica de la funcién de activacién de la red
neuronal con el factor de disociacién propio de la ecuacién
de balance quimico.

Debido a lo recientemente mencionado, los compo-
nentes de la red tendrdn un significado fisico; asi, por ejem-
plo, los pesos a la salida de la red w (pardmetros a estimar)
representan los valores de las concentraciones (desconocidas)
de las diferentes sustancias presentes en el influente (Ci), la
entrada es el nivel de pH de la mezcla y la salida es r (razén
entre el flujo del reagente y el del influente). A continuacién
se muestra la estructura basica de la RNA propuesta, cuya
nomenclatura serd aclarada mas adelante.

—pKiy

Fig. 2. RNA para la aproximacién de curvas de titulacion

De esta manera, la sumatoria a la salida de la red seria
de la forma Y (-) = w'c. Sin embargo, se puede considerar,
con fines practicos, a 7 como la salida real, puesto que ¢
=10~PH _ 1opH-14 dependiendo tnicamente del pH, que
es el valor de entrada a la red, y por tanto resulta conocido;
mientras que la expresién Cr'Dr depende de los datos para
el reagente, el que se considera, en todo caso, completamente
determinado.

La funcién de activacién, expresion que a su vez coinci-
de con lo que luego se conocerd como el factor de disociacién
para el influente (D7), vendria dada para cada componente
como:

1
T 14 10pKG—pH

para j desde 1 hasta n (ntimero de pesos a la salida), donde
pKi es la constante de disociacién de las sustancias en el
influente.

Si se hace w; = pH — pKij, se obtiene una funcién de
activacion equivalente a la logistica (con exponencial de base
10):

ey

9j

1

T 1+10-% )

o(z))
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Resulta importante resaltar, tal como se puede observar
en la figura 2, que existe una correspondencia entre las
componentes de los vectores pKi y Ci, ambos de tamafio n
(nimero de potenciales sustancias presentes en el influente,
fisicamente hablando); es decir, la concentracion Ci; es la
de una sustancia indeterminada del influente con constante
de disociacién pKi;. El vector pKi se supondrd con el valor
de sus componentes uniformemente distribuidas entre -3 y
15 (rango en el que se encuentran la mayoria de pKi en la
practica) y tan cercanos entre si como lo permita n. Mientras
que los valores de C'i, como ya se ha explicado antes, se han
de estimar.

De esta manera, cada vez que se aumente el nimero
de pesos de la RNA, se estard, en realidad, aumentando
el nimero de posibles sustancias presentes en el influente.
Adicionalmente, se puede inferir que si para un valor de pK7
determinado, al estimar su correspondiente C'i, ésta vale cero,
significa que no existe en el influente ninguna sustancia con
tal valor de pKi. Desde otro punto de vista, las concentra-
ciones con valores mayores a cero permiten identificar los
componentes quimicos del influente, lo que puede ser de
mucha utilidad para fines de proteccién ambiental.

En concreto, la RNA planteada busca describir, en
esencia, la curva de titulacién, que expresada en términos
matematicos seria:

wic—¢  Ci'Di—¢
 ¢—Cr'Dr ¢ - Cr'Dr
Donde:

r: razén del volumen de reagente afiadido por unidad de
volumen del influente.

Ci': transpuesta del vector de las concentraciones del
influente.

Cr': transpuesta del vector de las concentraciones del
reagente.

Di: vector de los factores de disociacién del influente.
Dr: vector de los factores de disociacién del reagente.
Cb — 10—pH _ 10pH—14

Ahora, segin ( Rodriguez 1999), los factores de diso-
ciacion se calculan por cada componente, de la forma: Di =
1/(1 + 10PKi=PH) y Dy = 1/(1 + 10PK"=PH) siendo pK'i
y pKr las constantes de disociacion del influente y reagente,
respectivamente. Por razones pricticas, se ha expresado la
ecuacion (3) de tal forma que la entrada (implicitamente) sea
el pH y la salida r, en contraste con la apariencia grafica
convencional de las curvas de titulacion.

Por otra parte, debido a que los pardmetros a estimar
equivalen a las concentraciones de las sustancias presentes en
el influente, éstos no pueden ser negativos (fisicamente care-
ceria de sentido). Bajo tal restriccidn, estos pardmetros son
estimados en (Rodriguez 1999) haciendo uso de la funcién
de Matlab NNLS (siglas en inglés para minimos cuadrados
no negativos); siendo dicho trabajo el que presta su contexto

3

r

a la presente investigacion, la cual no tendrd por meta, en
si misma, la estimacién de las mencionadas concentraciones,
sino que mas bien se usard tal contexto de optimizacién de
pardmetros quimicos como criterio para verificar comparati-
vamente la funcionalidad de los algoritmos aqui propuestos.

En otras palabras, la idea fundamental en este trabajo es
deducir y programar (en Matlab) una serie de algoritmos de
Retropropagacién para una RNA de tipo caja gris, con restric-
ciones de no negatividad en sus pesos, a los fines de comparar
su desempeflo computacional, en cuanto a eficiencia y pre-
cisién, con el de [sqgnonneg de Matlab (version alternativa a
NNLS, destinada igualmente a la estimacién de pardmetros
no negativos) y entre si. Para facilitar esta comparacién se
programoé una interfaz de usuario denominada rnaph, que a
su vez ejecuta un simulador de curvas de titulacién (¢ituinv),
validado experimentalmente e implementado en (Rodriguez
1999). Los algoritmos de aprendizaje restringido aqui de-
sarrollados son: Gradiente Conjugado no negativo (gcnn),
Quasi-Newton DFP no negativo (¢gndfpnn) y Quasi-Newton
BFGS no negativo (gnbfgsnn).

En lo que respecta a la comparacién del desempefio
computacional entre las RNA y algunos métodos estadisti-
cos o de investigacién operativa ya establecidos (o algunos
hibridos), se le puede considerar un tarea de gran interés en
la actualidad, a los fines de plantear posibles mejoras de las
RNA, siendo éstas unas herramientas bastante prometedoras
en el campo de la inteligencia artificial y que se encuentran
aln en pleno desarrollo. En este sentido, en (Jabbour y col.,
2014, Jabbour y col., 2009, Conti y col., 2005) se han llevado
a cabo algunas de tales comparaciones.

Lo que resta de este articulo ha sido organizado de la
siguiente forma: Seccion 2, célculos y demostraciones pre-
vias; Seccion 3, algoritmos de Retropropagacion restringidos;
Seccion 4, simulaciones y resultados y Seccion 5, conclu-
siones y recomendaciones.

2 Calculos y demostraciones previas

A continuacion se plantean una serie de resultados pre-
vios al desarrollo de los algoritmos de aprendizaje (en lote)
para la red neuronal artificial propuesta.

2.1  Funcion Error o de Costo

Mediante el método de Retropropagacion, en cualquiera
de sus versiones aqui desarrolladas, se busca minimizar, para
los N patrones de entrenamiento, la diferencia entre la salida
deseada o proporcionada por el simulador (ds) y la salida
a la red (ys), expresada mediante una funcién conocida
como funcién error o de costo (F). Dada la condicién de no
negatividad de los pesos se requiere en realidad resolver un
problema de minimizacién de dicha funcién con restriccio-
nes, de la forma:

Minimizar E(w)

wes @
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donde E es una funcién continua sobre R™ y S es un
conjunto restringido en R™ (conjunto factible), en el que
ningiln elemento es negativo.

La solucién a este problema, tal como lo propone (Shan-
diz 2011) , se puede plantear de forma que se requiera la
minimizacién de una nueva funcién error sin restricciones
(E'p), incorporando una “penalizacion decreciente”, evitando
a la vez que ocurra un probable mal condicionamiento del
problema al aumentar el valor de ¢ (pardmetro de penaliza-
cién). Matemadticamente dicha solucién se formula asi:
Minimizar Ep(w) = @ + P(w) ®)
en donde P se conoce como funcién de penalizacion.

Para la funcién error sin penalizar F, expresada en
forma de error cuadratico medio, se tiene:

1 X
E= N Z(dsp —ysp)? (6)

p=1

Abhora, tomando en cuenta que ys = 7 :

1 I wiDi— ¢ | \2
Bw) =35 pz::l (dss (5= CrtDr)P> @

Por otro lado, se tiene la forma general del conjunto
factible, tal como se expresa en (Luenberger y col., 2008),
S = {x : gj(x) <0, j = 1,2,..n}, donde g;(x)
son las funciones de restriccion. Adaptando la respectiva
nomenclatura al caso en estudio y recordando que se ha de
restringir las concentraciones del influente (pesos a estimar)
para que sean no negativas; es decir, w; > 0, por lo que el
conjunto factible en particular queda como S = {w : —w; <
0,7=1,2,..n}.

Mientras que como funcién de penalizacién se usard
aquella equivalente a la primordial funcién propuesta en
(Luenberger y col., 2008) para métodos de penalizacién:

1 n
P(w) = 3 z:(min[o,wj})2 (8)
j=1
donde la funcién de restriccién auxiliar min[0, w;] se sim-
bolizard en adelante como w; . La penalizacion a agregarse
mediante P, serfa nula si ningin w; es negativo, pues en todo

caso el minimo (min) seria siempre cero.
Por lo que la funcién error penalizada de acuerdo con la
ecuacion (5), puede ser expresada como:

1 & wiDi— ¢\ \2 1o~ _, s
Br(w) = 5o 2 (4= G=ampee) *2 2. (a7 ()
®)
Haciendo b = d,+¢/(¢—Cr'Dr) y A = Di/(¢—Cr'Dr),
se obtiene después de algunos artificios algebraicos:

. 1

Br(w) = 5o 3 (b~ W)+ 3 3 e ()7 (10

p—=1 j=1

que por medio de la definicién de norma euclidiana resulta

_ 1 t 9, 1, _ 2
Ep(w) = 5[l A" = b + S g~ (w)] (an
donde: A' ¢ RV*™, w = (w1, w2, ..., wy]" y b =
[b1, b2, ..., bN]"

La ecuacién (11) se considera compuesta por dos partes
perfectamente distinguibles: E(w)/c = 1/2cN||Alw — b||?
y P(w) =1/2|g™ (w)]*.

2.2 Gradiente de la Funcion Error

El gradiente de la funcién error o de costo penalizada,
VEp(w), es esencial para los algoritmos de aprendizaje
de Retropropagacion que se desarrollardn posteriormente. A
continuacidn, por razones de espacio, se muestra inicamente
la deduccién del gradiente correspondiente a la funcién de
penalizacién P(w), por ser realmente la parte de la funcién
de costo con mayores particularidades inherentes a este tra-
bajo.

2.2.1 Gradiente de P(w)
La funcién P(w) = 337 (g; (w))? se puede rees-
cribir asi:

Plw) = 5 (g7 (W) + g5 (W) + .+ g7 (w)?)

o lo que es lo mismo

(12)

P(w) = % ((min[o, wl})Q—‘,—(min[o, wg])2+...+(min[o, wn])Q)

13)
Siendo el vector gradiente de esta funcién
OP(w) OP(w) OP(w) OP(w)
P(w) = = 14
VPW) = =5 [8w178w2’73wn}()

Asi, particularmente, se tiene para la primera compo-
nente de este vector, a partir de la ecuacién (13)

OP(w) ) A(minl0,w1])
_ 10, wi)) |
D, min|0, wy] B, (15)
donde:
- 200) _ (o
A(minl0,w]) o, = 0siw; >0 (a)
o = Qo (16)
w1 Fur =1siw <0 (b)

Sin embargo, tomar en cuenta la parte (a) de la ecuacién
(16) no es necesario, puesto que si w; > 0 igualmente
el valor de la ecuacién (15) se harfa cero, debido a que
min[0, w;] también es cero en tal circunstancia. De manera
que se puede simplificar la ecuacién (15), asi:

dP(w)

311)1

= mzn[o’ wl} x1 = min[O,wl] an

Siguiendo un razonamiento similar para el resto de
componentes del gradiente se obtiene, sustituyendo en la
ecuacion (14)

VP(w) = |minl0, w;], min[0, ws], ...,min[O,wn]} (18)
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es decir

VP(w) = g7 (W), g5 (W), .07 (W) =g™(w)  (19)
2.2.2 Gradiente de E(w)/c

De forma andloga a la deduccidn del gradiente de P(w),
se obtiene el gradiente de E(w)/c, resultando:

VE(w)/c= L(AAtW — Ab)

N (20)

2.2.3 Gradiente de la Funcion Error Penalizada

Finalmente, el gradiente para la funcién correspondiente
a la ecuacion (11) sera:

1
VEp(w) = W(AAtw — Ab) + g~ (w) 2n
2.3 Paso o Factor de Aprendizaje

Los diferentes algoritmos de aprendizaje de Retropropa-
gacion presentan la actualizacién de los pesos a estimar, para
cada iteracién k, bajo la forma:

Wil = Wi + ogdy (22)

Para determinar el valor éptimo del paso ay, suponiendo
la direccién de bisqueda del minimo dj como conocida, se
plantea la funcién error de tal forma que quede en funcién del
paso, es decir:

Ep(Wiy1) = Ep(wy, + agdy) (23)

Luego, se formula la condicién necesaria de primer
orden
dEP(WkJrl) _ dEp(Wk + Ckkdk)
da da
cuya primera parte de acuerdo a la ecuacién (11) queda como

A 14 W1 = Bl + Hlg™ (wicsa)]?)
da

y cuya segunda parte, prescindiendo del subindice & (todos
los elementos de la ecuacidn pertenecen a esa iteracion),
resulta

A 54 4" (W + ad) = b]* + g~ (w + ad)||?)
da

Antes de continuar es necesario redefinir g~ (w + ad)
en funciéon de nuevas variables auxiliares, asociadas a la
restriccion de no negatividad, que faciliten el despeje de o

27

=0 (24)

=0 (25)

=0 (26

g(wtad)=w" +ad =w +ad”

donde w—, como ya se ha mencionado, se define en funcién
de sus componentes de la forma w;” = min[0, w;], mientras
que d~ se define en funcién de sus componentes asi:

d:{ djsiwj:<0

J 0siw; =0 (28)

En lo respecta a a~, serd simplemente igual a «. Esta
simplificacion tiene sentido puesto que al estar multiplicado
por d—, se hara cero cuando las componentes de éste se hagan
cero.

De esta forma, la ecuacion (26) se puede escribir asi:

d( sk AT (w + ad) = b|]* + L w™ +ad"|?)

ia =0 (29
Luego, resolviendo y despejando « resulta
o btAtd/cN — wtAA'd/cN —wi~d~ 30)
dtAAtd/eN + dt—d-
que se puede expresar también como
o biAtd/eN — ||Al]*wtd/eN — wi~d 31)

[Ad[?/eN +[|d~|]?

Obteniéndose, de esta forma, a partir de la condicién
necesaria dEp(w + ad)/da = 0 el valor de a Optimo,
el que sin duda es un punto estacionario, pero para estar
seguros de que se trata de un minimo local estricto, se debe
cumplir la condicién suficiente de segundo orden, es decir,
d*Ep(w + ad)/da? > 0.

Resulta entonces, luego de algunos célculos

d*Ep(w + ad)
da?

Siendo efectivamente esta ultima expresién mayor a
cero, dado que c y N son siempre mayores a cero, mientras
que Ay d son siempre diferentes a cero. Esto ultimo debido
aque A = Di/(¢ — Cr'Dr), y teniendo Di la forma de una
funcién logistica, s6lo se acerca a cero de forma asintdtica;
mientras que segiin (Rodriguez 1999), ¢ — Cr’Dr nunca se
hace cero, por razones fisicas, lo que por su parte garantiza
un resultado siempre vdlido para A. En cuanto a la direccién
de bisqueda, d = —[V?f(xx)] "'V f(xk), tampoco se hard
cero, debido a que la inversa de la matriz hessiana, como se
demuestra en (Luenberger y col., 2008) , es siempre definida
positiva, y el gradiente, por su parte, no podria ser cero, en
cuyo caso todo el proceso optimizacion careceria de sentido.

= ||Ad|*/eN + ||d”|? (32)

3 Algoritmos de Retropropagacion restringidos

Los algoritmos o métodos propuestos han de resolver un
problema de minimos cuadrados no negativos, esto es:

Dada una matriz A € R™" y un conjunto de observa-
ciones b € R¥, encontrar un vector no negativo w € R"
para minimizar la funcién Ep(w) = 5:[|[A'w — b||? +
w12, donde w; = min[0, w;], siendo j = 1 hasta n.

3.1 Método del Gradiente Conjugado no Negativo (gcnn)

Se tienen como datos de entrada: A, b, wq (valor inicial
del vector w, tomado por defecto como cero) , tol (toleran-
cia), itermax (nimero maximo de iteraciones) y F' (factor de
incremento del pardmetro de penalizacién c). Mientras que N
(nimero de ejemplos de entrenamiento), n (nimero de pesos)
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son el nimero de columnas y filas de A, respectivamente.
Para obtener w optimizado se han de seguir los siguientes
pasos:

1) Se inicia con una iteracién £ = 0, bajo el método del
gradiente. Se inicializa el pardmetro de penalizacion,
co = 1 (sin embargo, a la iteracién “ cero” no se le aplica
restriccion debido a que los pesos son necesariamente
no negativos al inicio). En esta iteracién se efectian los
siguientes cémputos:

a) La direccion inicial de biisqueda del minimo
do = —VE(wy)
donde
VE(wg) = %(AAtWO — Ab)
b) Se calcula el factor de aprendizaje inicial o

btAtdo — ||A||2W6d0
on =
’ [ Ado|f?

¢) El error inicial sera:
1
E = —||A'wo — b||?
(wo) = 51 4wo — b

para luego hacer Ep(wo) = E(wy).
d) Actualizando los pesos

w1 = Wq + opdp

2) Se inicia el proceso iterativo propiamente (Gradiente
Conjugado), que se ejecuta mientras: Ep(wy) > tol y
k < itermax. Si no se cumplen estas dos condiciones
se va directamente al paso 4.
a) Se actualiza la iteracion: k = k + 1
b) Se calcula el pardmetro de penalizacion: c, = F x

Cl—1.
¢) Para j = 1 hasta n, se calcula la funcion de restricci-
on auxiliar: w; = min[0, w;], obteniéndose el vector

w, = (W, Wy ,...,w;, ).
d) Ladireccion de biisqueda del minimo es:

dy = —VEp(wk) + Brdi—1
donde

1
VEP(Wk) = CkiN(AAth - Ab) + W]:

y usando la 3y, de Fletcher y Reeves:

50— VB W)l
IVEp(wi—1)|]?
e) Las direcciones dj_ se calculan de la forma:
d - d; si w; <0
J 0 st w; = 0
para obtener el vector d;; = (d ,d5 ,...,d,,).

f) Se calcula el factor de aprendizaje oy,

_ btAtdk/CkN — ||A||2W}i,dk/ckN —W}f;dl;
[Adk|?/ckN + [|d;; |2

675
g) El error penalizado es:
1 1
E = - At o b 2 - — 12
p(wi) = 5ol =B+ Slwy |
h) Se actualizan los pesos

Wiyl = Wi + agdy

i) Seasignan: dg_; = dy y VEp(wk_1) = VEp(wy)
3) Volver al paso 2.
4) Se aproxima a cero los pesos “pequefos”’. Para j =
1 hasta n se hace:
siw; < 0,0001 = w; =0
5) Fin de la funcién

3.2 Método Quasi-Newton (DFP) no Negativo (gndfpnn)

Este método de segundo orden actualiza la inversa de la
matriz hessiana de acuerdo con la siguiente férmula:

Hyyryr'Hy
Vil Hiy

t

HDPFP _ fg SkS
k+1 — Hk + t -

SLYk

donde: sy, = aydy yyr = VEp(Wi41)—VEp(wy). Hy se
puede suponer como la matriz identidad 7, la cual es siempre
definida positiva.

Los datos de entrada son los mismos del algoritmo
anterior. Los pasos esenciales a seguir son:

1) Se inicializan las variables: iteracion, £k = 0; el
pardmetro de penalizacién, ¢o = 1; la inversa de la
hessiana, Hy = Hy = I; w; = 0, debido a que todas
las componentes de w( son positivas.

2) Se calcula el error inicial:

1
E(wo) = 51/l 4'wo — b

y se hace Ep(wqo) = E(wp).

3) Se inicia el proceso iterativo , que se ejecuta mientras:
Ep(wg) > tol y k < itermaz. Si no se cumplen estas
dos condiciones se va directamente al paso 5.

a) Se actualiza la iteracion: k = k + 1

b) Se calcula el pardmetro de penalizacion: ¢, = F x
Ck—1

c) El gradiente se calcula aqui (al inicio del proceso
iterativo) una tnica vez, asi que si k = 1 se tiene

1

CkN

con lo que ya se puede hallar la direccion de biisqueda

(que si se calcula aqui para todas las iteraciones):

VEP(Wk) = (AAth — Ab) +w,

dk = —VEP(Wk)Hk
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d) Las direcciones dj_ se determinan de la forma:

d - djsiw;<0
J Osiw;:0

para obtener el vector d,; = (d ,ds , ...
e) Se calcula el factor de aprendizaje

,d).

_ btA'dy/er N — || A|Pwidi/ci N — wi~dy
[Ady[[2/crN +[|d [

ag
f) El error penalizado es:
Ep(wi) = 5l A'wi ~ bl + Jiwil?
2, N 20k
g) Se actualizan los pesos

Wit1 = Wi + ogdy

h) Se calcula la funcion de restriccion auxiliar: w; =
min[0,w;] para w1, obteniéndose el vector
Wiy = (07 wy ).

i) El nuevo gradiente serd

1

VEp(Wit1) = N

(AA'Wis1 — Ab) + wiry,
j) Para el célculo de la inversa de la matriz hessiana
aproximada se sigue:
) sp = agdyg
i) yr = VEP(Wk+12 — VEP(W}()
iii) Hy = Hy + gk — At
iv) Luego, se hace VEp(wy) = VEp(Wi41)
4) Volver al item 3.
5) Se aproxima a cero los pesos “pequefios”. Para j =
1 hasta n se hace:
siw; < 0,0001 = w; =0
6) Fin de la funcién

3.3 Método Quasi-Newton (BFGS) no Negativo (qnbfgsnn)

Este método Quasi-Newton, igualmente de segundo or-
den, actualiza la inversa de la matriz hessiana de acuerdo con
la siguiente férmula:

t t t t

H H, H,

HkB+FlGS _ Hk+(1+Yk & k}’k) Sktslc _ IkYESK j‘skyk k
Sk Yk Sk Yk Sk'Yk

Nuevamente, H es la matriz identidad I. Los datos de
entrada siguen siendo los mismos. El algoritmo correspondi-
ente a este método es exactamente igual que el de gndfpnn,
con la unica excepcion del paso 3.j.3, donde en lugar de

aplicarse la féormula para hallar H ,?_ﬁp ,seusa H ,fflGS .

4 Simulaciones y Resultados

A los fines de facilitar la comparacién entre el desem-
pefio computacional de los algoritmos de Retropropagacién
propuestos y el de lsqnonneg, se ha desarrollado haciendo
uso del GUIDE (Entorno de desarrollo de interfaz grafica
de usuario) de Matlab, una interfaz de usuario denominada
rnaph, cuya apariencia puede ser observada en la figura 3.
Esta interfaz permite la introduccién de datos relacionados

B mspn =5[]
EEERERRY B
DATOS DEL DFLUENTE

SUSTANCIAS (o)

(CH3COOH (47
N3 9.26)

cone. e sust
oot

cone. 2 susT

SUSTANCIAS ()
NaOH (17,00)
N3 9.26)

F 3.17)
HeL (300,

7.86410-008 0.014017
cone. v sust.

02 Pesos

cone. 2 sust.
02

0.002751 00027482 0.0027196 00024377 0
o o 0o 0o o

0 0015318 0011520 001338 0
o 0 o o

| CALCULAR |

Fig. 3. Apariencia de la Interfaz RNAPH

con: los métodos a comparar (tipo de método de aprendizaje
utilizado), los aspectos numérico-computacionales (nimero
de ejemplos de entrenamiento, nimero de pesos, nivel de
ruido, tolerancia, nimero maximo de iteraciones, factor de
incremento del pardmetro de penalizacién y valor de los
pesos iniciales) y algunas variables quimicas (concentra-
ciones y constantes de disociacién de las sustancias tanto
del influente como del reagente). Adicionalmente, la interfaz
muestra como datos de salida: la grifica de la curva de
titulacién, el ECM (Error Cuadratico Medio) entre los datos
suministrados por el simulador (representados graficamente
por puntos verdes) y la aproximacion aportada por los algo-
ritmos propuestos o el lsqgnonneg (representada como una
linea continua azul), el tiempo (en segundos) empleado por
cada método en el proceso de aprendizaje, y el nimero de
iteraciones empleadas en dicho aprendizaje.

Los datos se generan mediante simulacién computa-
cional, a partir del modelo de la curva de titulacién desarrolla-
do en (Rodriguez 1999), haciendo igualmente uso de Matlab.
Estos datos son suministrados en forma de pares (pH,r),
siendo unos utilizados como ejemplos de entrenamiento y
otros adicionales, para la validacién o test.

En cuanto a las sustancias quimicas usadas en el simu-
lador, a menos que se indique expresamente lo contrario,
se tiene para el reagente, cuyos datos se suponen comple-
tamente conocidos en el entrenamiento, la sustancia unica
Hidréxido de Sodio (NaO H), 1a cual es una base fuerte, con
concentracién de 0,2 moles/litro=0,2 M (Molar). Mientras
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que para el influente, cuyos datos son completamente desco-
nocidos en el entrenamiento, se tiene: dcido hidroclorhidrico
(HCL), que es un 4cido fuerte, con una concentracién 0,01
M,y acido acético (C H3COOH), que es un dcido débil, con
una concentracion de 0,02 M. La naturaleza de las sustancias
involucradas y/o sus concentraciones sufrirdn variaciones en
la parte de las simulaciones denominada “Modelo Fisico y
Desempeiio Computacional”.

4.1 Experimento previo

Ante todo seria interesante indagar sobre un aspecto
esencial relacionado con la pertinencia de este trabajo, la
conveniencia o no de implementar una red neuronal de tipo
caja gris y su inherente estimacion de pardmetros internos.
Para esto se evalué el desempefio de una red neuronal con-
vencional, es decir, de tipo caja negra, en donde no se hace
tal estimacion; siendo mucho maés sencilla de implementar,
puesto que toma en cuenta Unicamente datos de entrada y
salida, que serdn procesados por un algoritmo de red neuronal
estandar de Matlab (new f f).

2 i I i
002 004 008 005 01

i i 1 i
012 014 016 018 02 022
r

Fig. 4. Aproximacion mediante newff de Matlab

Como se puede observar en la figura 4, la funcién apro-
ximada no es biyectiva, y esto es lo que ocurre precisamente
al no plantearse las restricciones de no negatividad para
los pardmetros de la curva de titulacién; lo que trae como
consecuencia que la curva no se pueda usar posteriormente
en un hipotético proceso de control, donde, en muchos casos,
para diferentes valores de pH se tendrd una misma cantidad
de reagente a agregar. Adicionalmente, el tiempo y el error
de aproximacién, son en general considerablemente mds
grandes para newff que para los algoritmos propuestos y
el Isqnonneg, implementados bajo la estructura de una RNA
de tipo caja gris.

4.2 Comparacion variando los datos numéricos de entrada

Se plantea la comparacién directa entre el método
lsgnonneg de Matlab y los algoritmos de aprendizaje de

Retropropagacion: genn, gndfpnn y gnbfgsnn, en cuanto
a la calidad del ajuste o precision, variando algunos datos
numéricos de entrada (nimero de ejemplos de entrenamiento,
nimero de pesos y nivel de ruido introducido en los datos de
entrada) y manteniéndose el resto de datos, incluyendo los
referidos a variables quimicas.

En cuanto a la eficiencia, debido a que en la totalidad
de experimentos realizados los tiempos empleados por los
métodos propuestos son mayores (aunque aceptables en la
practica) que los del método [sqgnonneg, se prescindird ge-
neralmente de esta variable con fines comparativos. Aunque
es de aclarar que, por tratarse el [sqnonneg de una funcién
predefinida de Matlab, encuentra ventajas adicionales en su
rapidez respecto a los algoritmos propuestos. Por lo que en
adelante se mostrara tinicamente el EMC como dato de salida
relevante, cuyo valor es en realidad un promedio, obtenido
tomando en cuenta 30 ensayos (procesos aprendizaje), en
cada uno de los cuales a su vez se usaron, a menos que se
especifique lo contrario, 30 ejemplos de entrenamiento.

4.2.1 Variando el niimero de ejemplos

En esta parte se evalia el desempefio de los métodos
variando el ndmero de ejemplos de entrenamiento entre los
valores: 10, 100 y 500. Los resultados se pueden observar en
la figura 5.

386 mlsgnonneg

mgenn

30 4 gndfenn

Manbfgsnn

1,18 1,22 1,19 1,18 1,13 1,17 1,16 1,17
0 ——

10 100 500

Nimero de ejemplos

Fig. 5. Precisién variando el nimero de ejemplos

Se aplican las herramientas para el andlisis de la varian-
za (ANOVA) de Matlab , Anoval y multcompare, donde
para cada método se obtiene la media de sus EMC (circulo)
y su respectivo intervalo de confianza de 95 % (segmento
horizontal). Tomando como método 1 el [sgnonneg, método
2 el genn, método 3 el gndfpnn y método 4 el gnbfgsnn,
se tiene que para 10 ejemplos no se producen diferencias
significativas entre los errores medios arrojados por cada
método, tal como se puede observar en la figura 6 (grifico
aportado directamente por la funcién multcompare). Para
100 ejemplos tampoco se producen diferencias significativas
entre los distintos errores medios (ver figura 7). En cuanto
al caso de 500 ejemplos, el método lsqnonneg presenta
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un error de aproximacion significativamente menor que los
demas (ver figura 8).

L L L L L L L L
-4 -2 0 2 4 B g 10 12 14
Media e intervalo de confianza

eomx 10°

Fig. 6. Comparacién multiple para 10 ejemplos

Método

at 1

I I I I I ! ! ! !
118 116 147 148 119 1.2 12 122 123 124 125

Media e intervalo de confianza e x 10"

Fig. 7. Comparacion miltiple para 100 ejemplos

"W—e —
2 e 1
3 _— ,
4t _ B
112 113 14 115 1B 117 118 119 12

iaei i &
Media e intervalo de confianza ECM x 10

Fig. 8. Comparacién miltiple para 500 ejemplos

Los resultados del ANOVA se presentardn en adelante
Unicamente como un resumen textual, sin hacer referencia a
grafico alguno.

4.2.2  Variando el niimero de pesos

Se evalda el desempeno de los métodos variando el
nimero de pesos entre: 10, 50 y 100 (ver figura 9).

Hisqnonneg

ECM (x104-6) 5
Mgenn

andfpnn

manbfgsnn

158

1,09
0,32 0,34
”L“S.W 0042 E._L

50 100
Numero de pesos

Fig. 9. Precision variando el nimero de pesos

Segtin el respectivo andlisis de la varianza, se tiene que
para el caso de 10 pesos no existe una diferencia significativa
entre los errores medios de cada método, mientras que para
50y 100 pesos el error medio de genn es significativamente
mayor que el de los demds métodos. Es de resaltar aqui
que, a pesar del aumento del nimero de pesos (de 50 a
100), los métodos Quasi-newton aumentaron su error de
aproximacion.

4.2.3 Variando el nivel de ruido en la entrada

Ahora se variaran los niveles de ruido (nr) que afectan
a los valores de las componentes del vector pH de entrada.
Se realizardn experimentos para valores de nr de 0,1, 0,2 y
0,3. El ruido es inevitablemente introducido, en la préctica,
a través de los sensores de pH. En este trabajo es simu-
lado mediante la férmula para la entrada: pH = pH +
randn(size(pH)) * nr, donde randn y size son funciones
de Matlab. La funcién randn genera un vector de nimeros
aleatorios cuyos elementos estdn normalmente distribuidos,
con media 0 y desviacion estandar de 1.

Recordando que, de acuerdo con la ecuaciéon (3), a
pesar de la apariencia de la gréfica de la curva de titulacién
(figura 10), matematicamente pH es la entrada y r la salida.
En la figura 11 se pueden observar los resultados de esta
comparacion.

En cuanto al andlisis de la varianza, se tiene que no
existe diferencia significativa entre la media de los errores de
ninguno de los métodos para ninguno de los niveles de ruido.
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Fig. 10. Aproximacién con intervencion de ruido

misgnonneg
ECM (x107-6)
103 191 Mgenn

andfpnn

manbfgsnn

01 0.2 03
Nivel de Ruide

Fig. 11. Precision variando el nivel de ruido

4.3  Modelo Fisico y Desempeiio Computacional

En esta parte se hace especial énfasis en la variacion de
datos relacionados con los aspectos quimicos, que conllevan
a cambios en la forma de la curva de titulacién, y en la
equivalencia entre variables numérico-computacionales y las
propiamente quimicas.

Manteniendo los datos numéricos de entrada (a menos
que se indique explicitamente lo contrario), se verificara
la calidad del ajuste de los métodos comparados, variando
la concentracion o la naturaleza de las sustancias quimicas
involucradas.

4.3.1 Variando la concentracion de las sustancias del influ-
ente

Para una concentracién fija del reagente (NaOH) en
0,2 M, se procede ahora a variar en el simulador el valor de
la concentracién de las sustancias del influente (pardmetros
a estimar o conjunto solucién), sin presencia de ruido. Los
resultados se pueden ver en la figura 12.

Segtin el andlisis de la varianza no existe para los dos
primeros casos una diferencia significativa entre las medias

7000

6180
6000

5000

4000

mlsanonneg
ECM (x104-6)

3000

mgenn

qndfpnn

manbfgsnn
2000

1000 5

1,52 1,56 1,63 144 129 135 126 126 13,2 149

— .
0,01y0,02 0,1y0,2 1y2

Concentraciones de HCl y CH3COOH en el influente (M)

Fig. 12. Precision variando las concentraciones en el influente

de los errores cometidos por cada método; mientras que para
las concentraciones de 1 M y 2 M de los 4dcidos presentes
en el influente, clorhidrico y acético, respectivamente, ese
mismo andlisis arroja como resultado un error de aproxi-
macién significativamente diferente para gcnn con respecto
a los demas métodos.

4.3.2 Titulacion con miltiples sustancias bajo condiciones
no ideales

En esta parte se propone la simulacién de condiciones
que se presentan regularmente en los procesos de titulacién
reales y que son propicias para evaluar el desempefio de los
métodos de optimizacién ante situaciones mds demandantes,
tales como: la presencia de mudltiples sustancias en el in-
fluente y en el reagente, titulaciéon de acidos con bases o
viceversa, la presencia de ruido y/o la disposicién de pocos
ejemplos para el entrenamiento.

Es de tomar en cuenta que una mayor cantidad de
sustancias requiere de mds constantes de disociacion, en con-
secuencia, se debe incrementar el nimero de pesos. A su vez,
la presencia de varias sustancias implicard una modificacién
sustancial en la pendiente de la curva de titulacién. Desde
el punto de vista del control del sistema, aunque elevan la
complejidad de la red por requerir mas elementos, la pre-
sencia de mdltiples sustancias simplifica el comportamiento,
puesto que la alta no linealidad caracteristica de los sistemas
simples, con 4cidos y bases fuertes, se ve atenuada con dichos
multiples componentes.

Por otra parte, la presencia de ruido y pocos ejemplos
disponibles para el entrenamiento , implica un desafio a la
capacidad de generalizacion de la red.

Para todas las sustancias del influente se tomard una
concentraciéon de 0,02 M y para todas las del reagente una
de 0,2 M. A continuacion se detallan los 4 experimentos
computacionales realizados.

Experimento 1: en esta parte se simula la titulacién de varios
acidos en el influente: HC'l (acido clorhidrico), H F' (4cido
fluorhidrico) y C H3C OO H (4cido acético), con varias bases
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en el reagente: NaOH (hidréxido de sodio) y N H3 (amonia-
o), ante la presencia de ruido (nivel de 0,1) e incrementando
la cantidad de pesos en busca de un posible mejor ajuste (ver
figura 13).

mlsgnonneg
ECM [x10-5) 1.5

Hgcnn
mandfpnn
Manbfgsnn

05 -

Cantidad de pesos

Fig. 13. Precision para titulacién de 4cidos con bases

El andlisis de la varianza da como resultado, para el caso

de 19 pesos, que existe una diferencia significativa entre la
media de los errores de aproximacién de [sgnonneg y de
genn. En cuanto al caso de 50 pesos, no existe diferencia
significativa entre las medias de los errores de ninguno de los
métodos.
Experimento 2: en este caso, se simula la titulacion de varias
bases en el influente: N H3 (amoniaco), C H3N Hy (metila-
mina) y (CoHpy)o N H (dietilamina), con varios dcidos en el
reagente: H I’ (acido fluorhidrico) y HC' (4cido clorhidrico),
igualmente en presencia de ruido (nivel de 0,01) y variando
la cantidad de pesos (ver figura 14).

25

mlsgnonneg
ECM (x10°-4) 2 -
mgonn

15 - Handfpnn
Manbfesnn

14

05 -

Cantidad de pesos

Fig. 14. Precision para titulacién de bases con dcidos

El anélisis de la varianza no sefiala alguna diferencia
significativa entre la media de los errores de aproximacién
de los métodos, tanto para 19 como para 50 pesos.
Experimento 3: las sustancias consideradas aqui son las
mismas del experimento 1, pero en este caso los ejemplos

de entrenamiento serdn 10. El nivel de ruido es igualmente
0,1 (ver figura 15).
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19 50
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Hisgnonneg

mgenn

Wandfpnn

manbfgsnn

Fig. 15. Precision para titulacién de dcidos con bases (10 ejemplos)

De acuerdo con el andlisis de la varianza en ningin caso
se observa diferencia significativa entre las medias de los
errores de los diferentes métodos. En la figura 16 se puede
observar la curva aproximada para este caso.

i i i i
o 0.05 0.1 015 0.2 0.25 0.3 0.35
r

Fig. 16. Aproximacién para titulacion de dcidos con bases (10 ejemplos)

Experimento 4: las sustancias son aqui las mismas del
experimento 2. Aunque se emplean ahora 10 ejemplos de
entrenamiento, el nivel de ruido es igualmente de 0,01. En
la figura 17 se pueden observar los resultados de esta com-
paracién . El andlisis de la varianza, nuevamente, no sefiala
alguna diferencia significativa entre las medias de los errores
de aproximacion de los métodos. En la figura 18 se puede
observar la curva aproximada para este caso.

4.4 Andlisis de Resultados

Debido a que a lo largo de las simulaciones o experi-
mentos realizados se llevd a cabo el respectivo andlisis de la
varianza, para corroborar alguna diferencia significativa entre
las medias de los ECM de los diversos métodos, se hace
necesario aclarar que aunque dicho andlisis indique que no
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Mlsgnonneg
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Fig. 17. Precision para titulacion de bases con dcidos (10 ejemplos)
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Fig. 18. Aproximacion para titulacién de bases con dcidos (10 ejemplos)

existe tal diferencia significativa, los métodos que arrojen un
ECM promedio considerablemente superior a otros (haciendo
abstracciéon de la varianza), habran presentado las peores
aproximaciones (dentro de las 30 tomadas en cuenta para
cada método), las que si son de magnitud relevante, pudiesen
ocasionar algun fallo en el proceso de control. Tal situacién
se evidencia, por ejemplo, en la figura 15 con el lsqgnonneg
de Matlab.

Abhora, tomando en cuenta la calidad en el ajuste de los
métodos comparados, al aumentar el nimero de ejemplos de
entrenamiento, se tiene una mejor respuesta para lsqgnonneg;
aunque, en general, a partir de cierto nimero de ejemplos,
todos los métodos mejoran en muy poco su precision. No
obstante, cuando lo que se incrementa es el nimero de pesos,
es notable la mejora en el ajuste de [sgnonneg (método
que aproxima la funcién objetivo mediante funciones lin-
eales), mientras que los métodos propuestos (métodos que
aproximan la funcién objetivo mediante funciones cuadrati-
cas), ante un nimero elevado de pesos, pueden aumentar
su error de aproximacion, debido a la mayor tendencia a
sufrir de sobreajuste por parte de estos métodos no lineales.

Sin embargo, resulta pertinente aclarar que, en la préctica,
generalmente no es recomendable, ni necesario, un elevado
nimero de pesos, sobre todo ante la presencia de ruido.

Cuando lo que se varfa son las concentraciones de
las sustancias del influente (conjunto solucién del problema
de optimizacién), entonces se estard variando la distancia
del punto de partida de optimizacién al conjunto solucion.
Tomando en cuenta que los métodos comparados parten por
defecto de cero, se puede decir, haciendo uso del respecti-
vo andlisis de la varianza, que estos métodos no presentan
diferencia significativa en la calidad del ajuste cuando las
concentraciones son cercanas a cero; sin embargo, gcnn
presenta una menor robustez ante puntos de partida alejados
del conjunto solucidn.

Por otra parte, en la simulacién de situaciones “reales”,
donde se cuenta con la presencia de multiples sustancias tanto
en el reagente como en el influente, y de ruido en la entrada,
la ventaja de lsqnonneg de responder de forma bastante
positiva al aumento del nimero de pesos, pierde importancia,
puesto que en algunos casos al aumentar la cantidad de éstos,
su error de aproximacion tiende a aumentar. Adicionalmente,
cuando se considera la situaciéon de pocos ejemplos de en-
trenamiento, es ain mas notable un mejor ajuste por parte
de los métodos propuestos, principalmente para el caso de
titulacion de dcidos con bases; por lo que se puede decir que,
ante la presencia de situaciones altamente demandantes, los
algoritmos propuestos cobran preponderancia.

5 Conclusiones y Recomendaciones

1) Ante la pregunta decisiva, sobre cudl es el método con
el mejor desempefo computacional, la respuesta no es
unica. Por lo que se plantean las siguientes situaciones:

a) Dado el caso de alguna aplicacién préctica, inclusive
mds alld del control de pH, que posea un modelo
matematico relativamente lineal, sin presencia im-
portante de ruido, con la suficiente disposiciéon de
ejemplos de entrenamiento, y que por su naturaleza
requiera de un método altamente eficiente y/o preciso,
la eleccion serfa en favor del [sgnonneg de Matlab.

b) Mientras que ante una situacién donde se cuente con
una presencia importante de ruido, posiblemente esca-
sos ejemplos para el entrenamiento y/o con mdltiples
sustancias involucradas (en el caso de control de pH),
tendriamos las siguientes alternativas:

i) Si la aplicacién préctica no requiere de una alta
precision y en todo momento se tiene una idea del
conjunto solucién (no se necesita de un método
muy robusto que pueda empezar la optimizacién
en un punto alejado de la solucién), la eleccién
favorece a genn.

ii) En cambio, si no se requiere de la estimacién de
un ndmero muy elevado de pesos o pardmetros,
los métodos a utilizar serian los Quasi-Newton

Revista Ciencia e Ingenieria. Vol. 39, No. 1, diciembre-marzo, 2018



Algoritmos de Retropropagacion con restricciones...

25

restringidos (gndfpnn o gnbfgsnn), debido fun-
damentalmente a su mayor robustez en general.

2) Puesto que Matlab estd concebido para usos bastante
especificos, se recomienda implementar los diferentes al-
goritmos propuestos bajo herramientas computacionales
de uso mds generalizado, con la finalidad de brindarles
un sentido mds practico. Aunque, adicionalmente, tam-
bién seria bastante util compilar en el mismo Matlab
dichos algoritmos, de manera que, aparte de una mayor
facilidad para su implementacién, se les procure una
mayor rapidez en su proceso de aprendizaje.

3) Seria interesante, dada su mayor robustez en general,
hacer un estudio comparativo mds intensivo sobre el de-
sempeio de los Quasi-Newton no negativos, con la fina-
lidad de averiguar mds rigurosamente bajo cudles condi-
ciones especificas cada uno de éstos funciona mejor.

4) La interfaz de usuario rnaph, desarrollada en esta in-
vestigacion, representa una herramienta que se pudiese
aprovechar tanto en la didictica de la programacién
matematica y dreas afines, como en la de la quimica, dada
su concepcién como simulador de procesos matematicos
y quimicos (con la ayuda de tituinv) simultdneamente.
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